
外観特徴の変化が小さい作業を考慮した
深層距離学習による組立作業の進捗推定

○三浦一真 †， Sarthak Pathak ‡，梅田和昇 ‡

○ Kazuma MIURA † Sarthak PATHAK ‡ and Kazunori UMEDA ‡

†：中央大学大学院理工学研究科精密工学専攻， miura@sensor.mech.chuo-u.ac.jp

‡中央大学理工学部精密機械工学科，

＜要約＞本研究では，外観特徴の変化が小さい作業を考慮した，工場内での製品の組立進捗判定を行う手法を提
案する．工場での実用を考慮して，少ない学習データ数で使用可能な深層距離学習を行う．Quadruplet Lossを利
用することで，組立作業による製品の外観特徴の変化が小さい場合でも隣接する作業の誤認識を減少させること
が期待される．デスクトップパソコンの組立作業で実験を行い，手法の有効性を確認した．
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1 序論
近年，工場のスマートファクトリー化が進められて
いる [1]．しかし，人手による作業は機械による作業に
比べて場所や手順が均一でないことからセンシングが
難しく，作業の進捗管理を人の手で紙に記すなどの方
法で行っているという課題が存在する．この課題を解
決するために，作業者の動作認識を行い進捗推定を行
う研究 [2][3] が行われている．一方で，実際の工場で
は組立手順が明確に定まっていない製品や，1つの作
業に数時間かかる製品も組み立てられており，作業者
の動作認識を行うことが困難な場合が存在する．そこ
で，作業者の動作ではなく，製品の外観特徴に着目し
た研究も行われている．例として，製品の外観特徴の
うち部品に着目した研究として，インスタンスセグメ
ンテーションを用いて部品を認識することで，組立作
業の進捗を推定する研究 [4]が行われている．しかし，
工場のようなオクルージョンの多い環境下では，検出
部品が小さい場合に部品の検出精度が低下してしまう．
部品ではなく製品全体の外観特徴に着目した研究とし
て，深層距離学習を用いて組立作業の進捗を推定する
研究 [5]が行われている．組立進捗やオクルージョンに
対し，深層距離学習を行うことで，クラス分類問題と
して，オクルージョンも考慮した組立作業の進捗推定
に成功している．しかし，連続して行われる外観特徴

の変化の小さい作業間では誤認識が生じてしまう．そ
こで本研究では，組立作業を対象の製品の外観特徴に
着目した，オクルージョン及び外観特徴の変化が小さ
い作業に対して頑健なシステムを構築することを目的
とする．

2 従来手法:Anomaly Triplet-Net

Anomaly Triplet-Net[5]は，製品の進捗状況を Step

で認識してクラスとして認識を行うことで，Triplet

Loss[6]を用いた深層距離学習を行っている．人が見て
も進捗状況がわからないオクルージョンの存在する製
品画像を進捗推定可能なクラスから離すように学習す
ることで，実環境でも精度が期待できる手法である．さ
らに，Anomaly Triplet-Netによって得られた推定結果
に誤認識が生じた際，組立作業動画の前フレームでの
進捗推定と大きく異なっていれば，進捗推定結果が連
続的になるように補正することで誤認識を減少させる．
しかし，前フレームでの進捗推定から連続的に行われ
る作業として誤って推定された場合，補正によって誤認
識を減少させることができない．このように連続的に
行われる作業として誤認識されてしまった場合は，進
捗推定精度に重大な悪影響を及ぼしてしまう．



3 提案手法
3.1 提案手法概要
提案するシステムの概要図を図 1 に示す．進捗推
定を行う提案モデルには，Quadruplet[7]を利用する．
Quadrupletを利用するにあたり，距離学習を行う際の
クラス及びデータ選択の組み合わせは爆発的な増加を
示す．よって，効率的に学習が進むようデータローダ
を工夫する．

図 1 システムの概要

3.2 進捗推定モデル
連続的に行われる作業間では，進捗状況が進んでも製
品の外観特徴の変化は小さい場合が存在する．そこで，
隣接する作業を選択して距離学習を行う事で，誤認識を
減少させる．また，提案するAnomaly Quadruplet-Net

は，Anomaly Triplet-Net[5]にインスパイアされてお
り，特徴量空間上でオクルージョン画像をQuadruplet

で学習されるデータから離すように距離学習を行うこ
とで，組立作業の開始から終了までの誤認識を減少さ
せることが期待される．学習時には anchor, positive,

negative1, negative2が選択され，anomalyはRandom

Erasingによって生成する．選択された画像はCNNに
よって特徴量抽出を行い，最終的に 64次元の特徴量空
間に受け渡される．その後，特徴量空間上で距離学習
を行う．推定時には k-NN用いて，推定対象のデータ
が属する進捗状況の判定を行う．
3.3 損失関数
損失関数は，anchor，positive，negative1,negative2

サンプルの 4 つを 1 組として相対的距離を算出する．
Quadruplet Loss と，オクルージョンが存在するサン
プルを anomalyとして相対的距離を算出するAnomaly

Triplet-Netを組み合わせている．提案する損失関数を
式 (1)に示す．

図 2 Anomaly Quadruplet-Netの概要

LAnomalyQuadruplet = max(dp − dn1 +mα, 0)

+ max(dp − dn2 +mβ , 0)

+ λ ·max(dp − dano +mc, 0) (1)

dp,dn1,dn2,はそれぞれ，positiveサンプル, negative1

サンプル, negative2サンプルの anchorサンプルから
の特徴量空間上の距離を表す．dano は anomaly サン
プルと anchorサンプル，positiveサンプル, negative1

サンプル, negative2サンプルの 4点の重心との特徴量
空間上の距離を表す．mα，mβ，mcは学習を行う際に
動かすサンプル間の距離を示すマージンである．λは
anomalyサンプルの学習を始める epochを調整する重
みである．特徴量空間上の距離はユークリッド距離を
用いる．
3.4 データローダ
データセットが n個のクラスを持ち，1クラスあた
りm個の画像があるとき，Triplet Lossでのデータの
組み合わせ数は式 (2)，Quadruplet Lossでのデータの
組み合わせ数は式 (3)で表される．

nC1×mP2×n−1C1×mP1 (2)

nC1×mP2×n−1C1×mP1×n−2C1×mP1 (3)

例として，クラスが 8個，各クラス 40枚の画像のデー
タセットに適応すると，Triplet Lossでは約 350万通
り，Quadruplet Loss では約 8億通りのデータセット
の組み合わせとなる．これは計算量が膨大になり処理
時間や処理能力が問題である．そこで本手法では，連



続するクラスは連続する作業進捗を表していることか
ら，外見特徴が類似していることに着目して，連続す
る 3クラスの組み合わせのみを選択することで，学習
するデータの組み合わせ数を減少させるよう工夫する．
Anomaly Quadruplet-Netでは，anchorサンプルを n

個のクラスに対し 1枚ずつ選択し，positiveサンプル
は anchorサンプルと同じクラスかつ別の画像を選択す
る．negative1サンプル, negative2サンプルは，anchor
サンプルのクラスより一つ小さいクラスと一つ大きい
クラスから選択する．anomaly サンプルは anchor サ
ンプル以外から選んだ画像に対して，Random Erasing

を行い生成する．類似クラスを十分に離すように学習
するため，negative1 サンプル, negative2 サンプルの
クラスを入れ替えて再度組み合わせを選択する．よっ
て，2× n×m通りとする．図 3に学習のイメージ図
を示す．

図 3 学習の組み合わせ

4 実験
4.1 実験概要
デスクトップパソコンの組立作業を 8クラスの進捗
に分割し，実験を行った．図 4に各 Stepの画像の例を
示す．各ステップの枚数は，Trainで各 40枚の計 320

枚，Validarionで各 150枚の計 1200枚，Testではオク
ルージョン画像を 9クラス目と追加し，各 129枚の計
1161枚とした．Test画像に対する進捗推定精度を算出

し，Anomaly Quadruplet-Net を評価した．評価を行
う為，従来手法である Anomaly Triplet-Netと提案す
る進捗推定モデルである Anomaly Quadruplet-Netの
二つのモデルで実験を行う．

図 4 デスクトップパソコンデータセットの例

4.2 Anomaly Triplet-Netでの実験
　 Anomaly Triplet-Netでの実験条件は経験則から
決定した．提案した Anomaly Quadrupletと条件を近
づける為に，特徴量空間は 32次元に変更して実験を行っ
た．また，学習時の Epoch数は合計で 200Epochとし，
Anomaly画像の学習は 50Epochから行うように設定
し学習を行った．図 5に，混同行列を示す．Anomaly

画像も含めた Testデータ全体に対する精度，すなわち
Error判定も含めた場合の精度は 96.5%となった．また，
隣接 Stepでの誤判定率は 4.8%となった．図 6に，学
習済みの特徴量を T-SNE[8]で 2次元で可視化した結
果を示す．

図 5 Anomaly Tripletでの進捗推定



図 6 Anomaly Triplet学習結果の可視化

4.3 Anomaly Quadruplet-Netでの実験
　 Anomaly Quadruplet-Netでの実験条件は経験則
から決定した．特徴量空間は 64次元，合計 250Epoch，
Anomaly画像の学習は 100Epochから行った．図 7に，
混同行列を示す．Anomaly画像も含めたTestデータ全
体に対する精度は，97.8%，隣接 Stepでの誤判定率は
2.9%となった．図 8に，学習済みの特徴量をT-SNEで
2次元で可視化した結果を示す．

図 7 Anomaly Quadrupletでの進捗推定

4.4 考察
デスクトップパソコンデータセットを使用した実験の
結果から，提案した Anomaly Quadruplet-Netは従来
手法に対して，Accuracyが 1.3%向上することがわかっ
た．また，隣接作業での誤判定を 1.9%減少させる事が
わかった．特に図 5と 7の混同行列の結果から，Step3

図 8 Anomaly Quadruplet学習結果の可視化

と Step4の間での誤判定を減少させる事に成功してい
ることがわかる．これは，マザーボードにCPUを取り
付ける前と後の見た目の変化が小さい作業である．よっ
て，本手法で提案した外観特徴の変化が小さい作業に
対して頑健にする為に提案された Lossおよび，データ
ローダが手法の有効性が確認できた．一方で，図 6と 8

から，両手法ともAnomalyの判定自体は成功している
ことがわかる．しかし，Anomalyの判定精度に関して
は，提案手法は従来手法より精度が低下している事が
わかる．これは，Anomalyと Anomaly以外のサンプ
ルを離しながら学習する際に，従来手法では，anchor，
positive，negativeの 3点重心と anomalyとの距離を離
すような Lossを設計していたが，本手法では，anchor，
positive，negative1，negative2の 4点重心との距離に
変更している為，Anomalyの学習が従来手法に比べて
上手く行かなくなった可能性が考えられる．しかしな
がら，動画に対して本手法を適応する際には，進捗推
定結果を時系列処理を行い補正を行う想定であるため，
Anomalyの判定精度の低下は後処理で十分に対応可能
なものであると考えられる．

5 結論
本研究では，外観特徴の変化が小さい作業を考慮し
た，Anomaly画像とQuadruplet Lossを利用した組立
作業の進捗推定手法を提案した．実験では，連続する
作業に対して深層距離学習を行うことで，97.8％の精
度で進捗推定を行える事を確認した．また，隣接 Step

での誤判定率は 2.9%に抑えることに成功した．今後は
作業動画に対してAnomaly Quadruplet-Netを適応し，



動画から得られた進捗推定結果を時系列的に補正する
ことで誤認識を減少させる．
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