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＜要約＞ 本研究では，インスタンスセグメンテーションを用いて工場での製品組立進捗を推定する手法を

提案する．インスタンスセグメンテーションにより部品を検出し，検出した部品の数や種類により進捗推定

を行う．実利用においては多種多様な学習データの用意は困難であるため，物体に対して背景が固定されて

しまい検出精度に影響を及ぼす．そこで，アノテーションデータを活用したデータ拡張により部品が完全に

隠れないように遮蔽を制御することで，部品の検出精度向上を目指す．工場製品を模擬したカラーボックス

に対して実験を行い，有効性を確認した． 

＜キーワード＞ 工場，深層学習，インスタンスセグメンテーション，データ拡張 

1. 序論 

近年， AI，IoT 技術や画像処理技術の発展により

スマートファクトリー化が進められている[1]．中で

も製品の組立進捗管理の自動化は業務の効率化や作

業の問題発見などにおいて重要な課題である．しか

し多品種少量生産型の工場では製品の組立が人によ

る作業が中心となる．人手による進捗管理は手間が

かかるため作業進捗の共有化が進んでいない．その

ため作業の遅れなどを把握できず納期に間に合わな

いことがあるといった問題がある．そこで工場内に

設置された定点カメラから取得した映像から自動で

組立進捗を推定する手法が有効であると考えられる． 

組立進捗の推定手法の 1 つに作業者の手の動きを

利用したものがある[2]．しかし，組立対象が大きい

場合は作業者によって組立動作が異なるため利用が

難しい．またクラス分類による研究[3][4]が行われて

いる．これらは作業工程を予めいくつかのクラスと

して設定し，カメラの取得画像からクラス分類を行

う．しかし近いクラスは変化が小さく見た目が似て

いるため誤判定が起きる場合があるという課題があ

る．また進捗推定にインスタンスセグメンテーショ

ンを用いた手法[5]が提案されている．インスタンス

セグメンテーションとは物体検出と領域分割の両方

を行うタスクであり，インスタンスセグメンテーシ

ョンにより検出された部品の種類や数によって進捗

を推定する手法である．しかし実利用においては十

分な学習データを集めることが難しく，背景の固定

やオクルージョンによりセグメンテーションの検出

精度が低下するという問題がある．少ない学習デー

タで精度を向上させる手法としてデータ拡張がある．

既存のデータ拡張手法として学習データの一部を遮

蔽 す る Cutout[6] ， Random Erasing[7] ，

Gridmask[8]が提案されている．しかし製品組立に

おいては学習時に部品が完全に隠れてしまい検出精

度が低下してしまう問題がある． 

本研究では，アノテーションデータを活用したデ

ータ拡張による組立進捗推定手法を提案する．学習

データを比較的小さなマスクでランダムに複数隠し，

学習データを増やすことで検出精度を向上させる．

この際にアノテーションデータを活用することで矩

形領域によって部品が遮蔽される割合を制御する． 
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2. 提案手法 

2.1 提案手法概要 

提案手法の流れを図 1 に示す．まず組立工程にお

ける製品状態の定義を行う．組立工程を任意の数に

分割し，それぞれの組立工程における製品状態を定

義する．具体的にはその組立工程における取り付け

られている部品の種類や数を設定する．次にモデル

に部品画像の学習を行う．その際にデータ拡張を適

用する．認識時に学習したモデルに画像を入力し部

品の検出結果を出力する．検出結果から進捗の推定

を行う． 

 

図 1 提案手法概要 

 

2.2 インスタンスセグメンテーション 

インスタンスセグメンテーションとは物体検出と

領域分割の両方を行うタスクである．インスタンス

セグメンテーションには YOLACT[9]を使用する．

YOLACT とは高速なインスタンスセグメンテーシ

ョンが可能なモデルであり，物体検出と識別を同時

に行うOne-stage型であるため，Two-stage型のMask-

RCNN[10]と異なりリアルタイムでの検出が可能で

ある． 

 

2.3 進捗推定手法 

組立進捗の推定はインスタンスセグメンテーショ

ンの検出結果を利用して行う．インスタンスセグメ

ンテーションには YOLACT[9]を利用する．検出され

た部品の種類や数の組み合わせから条件分岐によっ

て推定された進捗を出力する．図 2 に例を示す． 

検出結果が組立工程に当てはまらない場合は，誤っ

た組立としてエラーを出力する． 

 

図 2 進捗推定の例 

 

2.4 アノテーションデータを活用したデータ拡張 

一般的にオクルージョンに強くするデータ拡張と

して画像を矩形領域などで遮蔽する手法がある．

Random Erasing[7]はランダムな大きさの矩形領域で

遮蔽を行う．Gridmask[8]は規則的に並べられた正方

形の領域でマスクを行う．しかし遮蔽によって検出

対象が隠れてしまい検出精度が低下してしまう問題

がある．そこでアノテーションデータを活用したデ

ータ拡張を提案する． 

遮蔽のアルゴリズムは Random Erasing[7]を利用す

る．まず矩形領域面積𝑆𝑒を𝑠𝑙から𝑠ℎの範囲し設定す

る．次に矩形領域のアスペクト比𝑟𝑒を𝑟1から𝑟2の範囲

で設定する．𝑆𝑒と𝑟𝑒から矩形領域の縦幅𝐻𝑒と横幅𝑊𝑒

を求める． 

𝐻𝑒 = √𝑆𝑒 × 𝑟𝑒 (1) 

𝑊𝑒 = √
𝑆𝑒
𝑟𝑒

(2) 

最後に矩形領域を重畳する位置𝑥𝑒，𝑦𝑒をランダム

に設定する．矩形領域𝐼𝑒は(𝑥𝑒 , 𝑦𝑒)から(𝑥𝑒 +𝑊𝑒 , 𝑦𝑒 +

𝐻𝑒)で重畳する．矩形領域の各ピクセル値は０から

255 の間でランダムに割り当てられる．重畳する位

置がアノテーションと重なっている場合はアノテー

ションされているセグメンテーションマスクとの重

複面積𝑆𝑜を求める．セグメンテーションマスク面積

𝑆𝑠との重複割合があらかじめ設定した値以下ならそ

のまま重畳し，超えていた場合は別の矩形領域を作

成する．セグメンテーションマスクとの重複割合を

計算することで矩形領域によって部品が完全に遮蔽

されてしまうことを防ぐ．上記の処理を設定したマ

スクの数𝑛だけ繰り返す．マスクの例を図 3 に示す． 
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図 3 アノテーションデータによるデータ拡張 

 

3. 実験 

3.1 実験環境 

提案手法を用いて組立工程の推定実験を行った．

組立対象としては現場での組立対象を模擬した２つ

のカラーボックスを積み重ねたものを使用した．作

業動画は Web カメラによって取得した．使用したカ

メラはアイ・オー・データ機器社のネットワークカ

メラ Qwatch の TSWR-LP で，画素値は 1980×1080 に

設定した．実験環境を図 4 に示す． 

 
図 4 実験環境 

3.2 実験条件 

学習データは 332 枚，テストデータは 220 枚，学

習回数は 200000iteration，バッチサイズは 4 とした．

推定する組立工程を図 5 に示す．組立工程は 0 から

9 の 10 工程とした．検出する部品は，仕切り板，バ

ケット，本，アルコールジェル，タンブラー，布と

した． 

提案手法のパラメータは矩形領域の数 100，デー

タ拡張の適用確率 0.3，矩形領域のアスペクト比

0.5~2.0，矩形領域面積 0.002~0.01，セグメンテーシ

ョンマスクとの重複割合 0.1 に設定した．これらの

値は実験的に定めた．テストデータに対して正しく

進捗推定ができるかを評価する．YOLACT のみ，

YOLACT に Random Erasing，Gridmask，提案手法を

適用したものの計 4 つを比較した．それぞれ 5 回学

習をし，精度の平均値を算出した． 

 

 

図 5 進捗の設定 

 

3.3 実験結果 

実験結果を表１に示す．またそれぞれの混同行列

を図 6，図 7，図 8，図 9 に示す．提案手法が最も

高い精度となった．既存のデータ拡張手法である

RandomeErasing と Gridmask，提案手法を適用したモ

デルは YOLACT 単体より高い精度となった．この

ことからデータ拡張により汎化性能が高まり検出精

度が上がったと考えられる．また既存のデータ拡張

より高い精度が得られた．アノテーション箇所への

遮蔽割合を制御することで，部品が完全に隠れてし

まうことが減少したため精度が向上したと考えられ

る．YOLACT 単体と提案手法の混同行列を比較する

と，Step6 の精度が 14%向上している．既存のデータ

拡張手法と比較しても提案手法が最も高い精度とな

っている．Step6 は本を設置する工程である．本は他

の部品と比較して画角によって見え方が変化しやす

い．そのため複数の遮蔽によって様々なオクルージ

ョンを再現することで既存のデータ拡張手法よりも

高い精度が得られたと考えられる． 

表１ 実験結果 

 

Data augmentation Accuracy(%)

Yolact 80.5

Yolact+RandomErasing 82.1

Yolact+Gridmask 81.0

Yolact+Proposed method 83.0
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図 6 混同行列（YOLACT） 

 

 

図 7 混同行列（Random Erasing） 

 

 

図 8 混同行列（Gridmask） 

 

 

図 9 混同行列（提案手法） 

 

4. 結論 

本研究では，アノテーションデータを活用したデ

ータ拡張によるインスタンスセグメンテーションに

よる組立進捗推定手法を提案した．工場製品を模擬

したカラーボックスに対して実験を行い，従来のデ

ータ拡張手法を上回る精度を確認した． 

今後の展望としてセグメンテーションマスクとの

重複割合の変化や Salient Object Detection を活用し

た手法が考えられる． 
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